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1.1 Resumo

As árvores de decisão são um dos métodos de aprendizado de máquina supervisionado mais populares e práticos, sendo amplamente utilizadas principalmente para tarefas de classificação (identificar a qual categoria um elemento pertence). Elas resolvem problemas utilizando uma estratégia de “dividir para conquistar”, onde um problema complexo é decomposto recursivamente em subproblemas mais simples.

A representação de uma árvore de decisão é muito natural e intuitiva, sendo composta por três elementos principais:


	Nós internos (incluindo o nó raiz): Cada nó especifica um teste sobre um determinado atributo ou característica da instância (por exemplo, “Perspectiva do tempo”, “Idade” ou “Salário”).

	Ramos (ou arestas): Cada ramo que desce de um nó corresponde a um dos possíveis resultados ou valores desse teste (por exemplo, “Ensolarado” ou “Nublado”).

	Nós folha: Ficam nas extremidades da árvore e especificam o valor final da decisão, ou seja, a classe atribuída à instância (por exemplo, “Sim” ou “Não”).



Para classificar um novo exemplo, o processo começa no nó raiz. O sistema avalia o atributo daquele nó e segue o ramo correspondente ao valor que a instância possui. Esse teste é repetido nos próximos nós descendentes até que se alcance um nó folha, o qual fornecerá a classificação final.

Cada caminho percorrido da raiz até uma folha pode ser traduzido facilmente em uma regra lógica do tipo SE ENTÃO (ex: SE Perspectiva = Ensolarado E Umidade = Alta ENTÃO JogarTênis = Não), o que torna os modelos altamente interpretáveis por seres humanos.

A construção do modelo a partir dos dados de treinamento geralmente é feita de forma descendente (top-down). O passo mais crucial dos algoritmos formadores de árvores (como ID3, C4.5 e CART) é decidir qual atributo testar em cada nó. O objetivo é escolher o atributo que melhor separa ou discrimina os exemplos de acordo com suas classes.

Para fazer essa escolha, utilizam-se cálculos estatísticos:


	Entropia: É uma medida da impureza, desordem ou aleatoriedade de uma coleção de exemplos. Se um nó contém exemplos de várias classes misturadas, a entropia é alta. Se todos os exemplos forem da mesma classe, a entropia é zero.

	Ganho de Informação: Mede a redução esperada na entropia se particionarmos os dados usando um determinado atributo. O algoritmo calcula o ganho de informação para todos os atributos disponíveis e escolhe aquele que apresentar o maior valor (ou seja, o que melhor limpa a “impureza” dos dados) para ser o nó de decisão. Nota: Outras métricas matemáticas também podem ser usadas dependendo do algoritmo, como a Razão de Ganho ou o Índice Gini.



O algoritmo repete esse processo de particionamento e escolha de atributos para cada novo subconjunto de dados criado, até que todos os exemplos de um ramo pertençam à mesma classe ou até que não restem mais atributos para testar.

Um problema comum na indução de árvores de decisão é o sobre-ajustamento (overfitting). Isso ocorre quando a árvore cresce demais e se ajusta perfeitamente aos dados de treinamento, memorizando inclusive ruídos e erros, o que a faz perder a capacidade de generalizar e classificar corretamente novos dados. Para combater isso, aplicam-se técnicas de poda (pruning), que consistem em interromper o crescimento da árvore cedo ou remover ramos inteiros após a sua construção, transformando-os em folhas e deixando a árvore mais simples e confiável.



1.2 Objetivos

Ao final do estudo, espera-se que o leitor seja capaz de:


	explicar o que é uma árvore de decisão e como ela realiza previsões;

	diferenciar classificação, regressão, pureza, impureza e ganho de informação;

	compreender o papel de algoritmos clássicos como ID3, C4.5 e CART;

	treinar, visualizar, avaliar e podar árvores no scikit-learn;

	interpretar regras aprendidas e comunicar resultados para público técnico e não técnico;

	usar árvores como modelo final ou como etapa de análise exploratória.





1.3 Público-alvo

Este material foi escrito para:


	estudantes de ciência de dados, estatística, computação e engenharias;

	professores e instrutores que desejam uma base organizada para aulas;

	analistas que precisam justificar previsões com regras compreensíveis;

	profissionais em transição para machine learning que preferem modelos interpretáveis;

	leitores que desejam unir teoria e prática em um mesmo fluxo de aprendizado.





1.4 Conceitos fundamentais

Ao longo do livro, vamos aprofundar alguns conceitos centrais:


	impureza: mede o quanto as classes estão misturadas em um nó;

	critério de divisão: regra matemática usada para escolher a melhor pergunta;

	ganho de informação: quanto a divisão reduz a incerteza;

	pré-poda: limitar o crescimento antes que a árvore fique grande demais;

	pós-poda: reduzir a árvore depois do treino;

	generalização: capacidade de funcionar bem em dados novos.





1.5 Requisitos técnicos

Para acompanhar os exemplos de código, recomenda-se Python 3.10+ e as bibliotecas abaixo.

pip install pandas numpy matplotlib seaborn scikit-learn


Exemplo de código python.


print("Olá Mundo.")



Olá Mundo.







1.6 Orientação de estudo

Aproveite o livro como uma apostila de estudo progressivo.


	Leia os capítulos teóricos com calma antes de executar o código.

	Refaça os cálculos numéricos manualmente quando possível.

	Compare árvores simples e complexas em cada experimento.

	Tente verbalizar as regras aprendidas como se estivesse explicando para outra pessoa.

	Ao final de cada capítulo, pergunte-se não apenas “como fazer”, mas também “por que o modelo fez isso”.







2 Fundamentos de Árvore de Decisão

Árvores de decisão estão entre os modelos mais didáticos de aprendizado supervisionado. Elas aprendem regras do tipo “se… então…” a partir de dados rotulados e organizam essas regras em uma estrutura hierárquica formada por perguntas sucessivas.

A grande vantagem pedagógica desse modelo é que ele permite enxergar com relativa clareza o caminho que levou a uma previsão. Em vez de parecer uma caixa-preta, a árvore explicita quais atributos foram usados, em que ordem eles foram testados e por que determinados grupos foram separados.


2.1 O que é uma árvore de decisão

Uma árvore de decisão recebe exemplos descritos por atributos e produz uma saída. Em problemas de classificação, a saída é uma classe, como aprovar ou reprovar, fraude ou não fraude, doente ou saudável. Em problemas de regressão, a saída é um valor numérico, como preço, demanda ou tempo.

A ideia central é simples:


	começamos com todos os exemplos em um único conjunto;

	escolhemos a pergunta que melhor separa esse conjunto;

	dividimos os dados em subconjuntos menores;

	repetimos o processo recursivamente até que os grupos fiquem suficientemente homogêneos.



A árvore nasce pela raiz, cresce em direção às folhas e, a cada etapa, busca um teste que reduza a mistura de classes nos subconjuntos gerados.



2.2 Intuição com um problema simples

Imagine um sistema de análise de crédito. Cada cliente possui atributos como renda, histórico de inadimplência, tempo de emprego e comprometimento de renda. A tabela abaixo descreve esse conjunto de dados:










	Atributo
	Tipo
	Valores / Exemplo
	Papel





	Histórico de inadimplência
	Categórico
	Sim, Não
	Entrada



	Renda mensal
	Numérico
	Ex.: R$ 3.500, R$ 5.200
	Entrada



	Tempo de emprego
	Numérico
	Ex.: 1 ano, 3 anos
	Entrada



	Comprometimento de renda
	Numérico
	Ex.: 30%, 55%
	Entrada



	Decisão de crédito
	Categórico
	Aprovar, Negar, Analisar com cautela, Solicitar garantias
	Saída (alvo)





A tabela abaixo mostra exemplos fictícios desse conjunto de dados:












	Cliente
	Histórico de inadimplência
	Renda mensal
	Tempo de emprego
	Comprometimento de renda
	Decisão de crédito





	Ana
	Não
	R$ 5.200
	4 anos
	28%
	Aprovar crédito



	Bruno
	Sim
	R$ 4.800
	6 anos
	35%
	Negar crédito



	Carla
	Não
	R$ 3.100
	2 anos
	52%
	Analisar com cautela



	Diego
	Não
	R$ 4.500
	1 ano
	40%
	Solicitar garantias



	Elisa
	Não
	R$ 6.300
	5 anos
	22%
	Aprovar crédito





Uma árvore pode aprender algo como:

Histórico de inadimplência = sim?
├── Sim: Negar crédito
└── Não: Renda mensal > 4000?
    ├── Não: Analisar com cautela
    └── Sim: Tempo de emprego > 2 anos?
        ├── Sim: Aprovar crédito
        └── Não: Solicitar garantias
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3 Critérios de Divisão

Uma árvore de decisão não escolhe perguntas ao acaso. Em cada nó, ela procura o teste que melhor organiza os dados locais. Essa escolha depende de um critério de divisão, isto é, de uma medida numérica que avalia o quanto uma partição melhora a separação entre as classes ou reduz o erro.


3.1 Objetivos do capítulo

Ao final desta leitura, o leitor deve ser capaz de:


	explicar o que significa pureza e impureza em um nó;

	calcular entropia e impureza Gini em exemplos simples;

	interpretar ganho de informação como redução de incerteza;

	entender por que um atributo pode ser escolhido na raiz;

	reconhecer os limites práticos de uma escolha gulosa.





3.2 O problema que o critério resolve

Suponha um conjunto com exemplos das classes A e B. Se o nó atual possui exemplos muito misturados, a incerteza sobre a classe correta é alta. O objetivo do algoritmo é encontrar uma divisão que gere filhos mais homogêneos.

Em outras palavras, a pergunta ideal é aquela que reduz a desordem do conjunto.



3.3 Pureza e impureza

Um nó puro contém exemplos de uma única classe. Um nó impuro contém classes misturadas.

Exemplos:


	10 A e 0 B: nó totalmente puro;

	9 A e 1 B: nó bastante puro;

	6 A e 4 B: nó moderadamente impuro;

	5 A e 5 B: nó altamente impuro.



A árvore prefere testes que levem de um nó impuro para filhos mais puros.



3.4 Entropia

A entropia vem da teoria da informação e mede a incerteza associada a uma distribuição de classes.

Para classificação binária:

H(S)=−p+log⁡2(p+)−p−log⁡2(p−)
H(S) = -p_+ \log_2(p_+) - p_- \log_2(p_-)


onde:


	p_+ é a proporção de exemplos positivos;


	p_- é a proporção de exemplos negativos.


	Interpretação intuitiva


	Se todos os exemplos pertencem à mesma classe, a entropia é 0.


	Se as classes estão equilibradas, a entropia é máxima.


	Quanto maior a entropia, maior a incerteza sobre a classe de um exemplo escolhido ao acaso.






3.5 Tabela intuitiva de entropia

Antes de calcular um caso completo, vale observar o comportamento da medida em distribuições diferentes.


import math

def entropia_binaria(p):
    if p in (0, 1):
        return 0.0
    return -(p * math.log2(p) + (1 - p) * math.log2(1 - p))

for positivos, total in [(10, 10), (9, 10), (8, 10), (7, 10), (6, 10), (5, 10)]:
    p = positivos / total
    print(f"{positivos}/{total} positivos -> entropia = {entropia_binaria(p):.3f}")



10/10 positivos -> entropia = 0.000
9/10 positivos -> entropia = 0.469
8/10 positivos -> entropia = 0.722
7/10 positivos -> entropia = 0.881
6/10 positivos -> entropia = 0.971
5/10 positivos -> entropia = 1.000





– Leitura da tabela


	10/10: nenhuma incerteza, entropia zero;

	9/10: ainda há alta previsibilidade, entropia baixa;

	5/10: máxima incerteza para o caso binário, entropia alta.



Essa progressão ajuda a entender por que um atributo que produz subconjuntos desequilibrados em favor de uma classe é valioso para a árvore.



3.6 Exemplo numérico detalhado de entropia

Suponha um nó com 14 exemplos, sendo 9 positivos e 5 negativos.

p+=9/14≈0,643
p_+ = 9/14 \approx 0{,}643


p−=5/14≈0,357
p_- = 5/14 \approx 0{,}357


Substituindo na fórmula:

H(S)=−(0,643⋅log⁡20,643+0,357⋅log⁡20,357)
H(S) = -(0{,}643 \cdot \log_2 0{,}643 + 0{,}357 \cdot \log_2 0{,}357)


O resultado é aproximadamente 0.940.


p_pos = 9 / 14
p_neg = 5 / 14
entropia = -(p_pos * math.log2(p_pos) + p_neg * math.log2(p_neg))
print(round(entropia, 3))



0.94





Esse valor indica que o conjunto ainda possui mistura relevante entre classes. Não está no máximo de incerteza, mas tampouco está próximo da pureza total.



3.7 Ganho de informação

O ganho de informação mede a redução esperada na entropia depois da divisão por um atributo.

Ganho(S,A)=H(S)−∑v∈Valores(A)|Sv||S|H(Sv)
Ganho(S, A) = H(S) - \sum_{v \in Valores(A)} \frac{|S_v|}{|S|} H(S_v)


A lógica é direta:


	calculamos a entropia antes da divisão;

	calculamos a média ponderada das entropias dos filhos;

	subtraímos os dois valores.



Quanto maior o ganho, melhor foi a divisão.



3.8 Exemplo passo a passo de ganho de informação

Considere novamente o conjunto com 14 exemplos (9 positivos, 5 negativos). Suponha que um atributo particione esse conjunto em dois filhos:


	Filho 1: 6 positivos e 2 negativos;


	Filho 2: 3 positivos e 3 negativos.


	Entropia do nó pai




Já vimos que:

H(S)≈0.940
H(S) \approx 0.940


Entropia do Filho 1

H(S1)=−(6/8)log⁡2(6/8)−(2/8)log⁡2(2/8)
H(S_1) = -(6/8)\log_2(6/8) - (2/8)\log_2(2/8)


Entropia do Filho 2

H(S2)=−(3/6)log⁡2(3/6)−(3/6)log⁡2(3/6)=1.0
H(S_2) = -(3/6)\log_2(3/6) - (3/6)\log_2(3/6) = 1.0


Média ponderada após a divisão

Hapós=(8/14)H(S1)+(6/14)H(S2)
H_{após} = (8/14)H(S_1) + (6/14)H(S_2)


Ganho

Ganho=H(S)−Hapós
Ganho = H(S) - H_{após}



def entropia(pos, neg):
    total = pos + neg
    if pos == 0 or neg == 0:
        return 0.0
    p_pos = pos / total
    p_neg = neg / total
    return -(p_pos * math.log2(p_pos) + p_neg * math.log2(p_neg))

pai = entropia(9, 5)
filho_1 = entropia(6, 2)
filho_2 = entropia(3, 3)
entropia_após = (8/14) * filho_1 + (6/14) * filho_2
ganho = pai - entropia_após

print("Entropia pai:", round(pai, 3))
print("Entropia filho 1:", round(filho_1, 3))
print("Entropia filho 2:", round(filho_2, 3))
print("Entropia após divisão:", round(entropia_após, 3))
print("Ganho de informação:", round(ganho, 3))



Entropia pai: 0.94
Entropia filho 1: 0.811
Entropia filho 2: 1.0
Entropia após divisão: 0.892
Ganho de informação: 0.048






	Interpretação do resultado



O ganho será positivo porque a divisão produziu pelo menos um subconjunto mais organizado do que o conjunto original. Se compararmos vários atributos, a árvore tende a escolher aquele com maior ganho.



3.9 Exemplo comparativo entre dois atributos

Imagine dois atributos candidatos no mesmo nó pai.


	Atributo A: gera filhos (6+, 2-) e (3+, 3-).

	Atributo B: gera filhos (4+, 1-) e (5+, 4-).



Embora ambos reduzam alguma incerteza, A pode produzir ganho maior se separar melhor as classes. Esse tipo de comparação é exatamente o que o algoritmo faz em cada etapa.


def ganho_informacao(pai_pos, pai_neg, filhos):
    total = pai_pos + pai_neg
    entropia_pai = entropia(pai_pos, pai_neg)
    entropia_filhos = 0.0
    for pos, neg in filhos:
        subtotal = pos + neg
        entropia_filhos += (subtotal / total) * entropia(pos, neg)
    return entropia_pai - entropia_filhos

print("Ganho atributo A:", round(ganho_informacao(9, 5, [(6, 2), (3, 3)]), 3))
print("Ganho atributo B:", round(ganho_informacao(9, 5, [(4, 1), (5, 4)]), 3))



Ganho atributo A: 0.048
Ganho atributo B: 0.045







3.10 Exemplo conceitual com o problema do tênis

Nos exemplos clássicos de indução, pergunta-se: qual atributo deve ir para a raiz? Se um atributo separa o conjunto em subconjuntos quase puros, ele tende a produzir alto ganho de informação. Por isso o ID3 adota esse critério para construir a árvore de maneira gulosa.



3.11 Impureza Gini

Outro critério muito usado é a impureza Gini.

Gini(S)=1−∑ipi2
Gini(S) = 1 - \sum_i p_i^2


Em classificação binária:

Gini(S)=1−(p+2+p−2)
Gini(S) = 1 - (p_+^2 + p_-^2)



	Interpretação


	Gini = 0 indica pureza total;


	valores maiores indicam maior mistura entre classes;


	na prática, é um critério extremamente popular por ser eficiente e funcionar muito bem.






3.12 Tabela intuitiva de Gini


def gini_binario(p):
    return 1 - (p**2 + (1 - p)**2)

for positivos, total in [(10, 10), (9, 10), (8, 10), (7, 10), (6, 10), (5, 10)]:
    p = positivos / total
    print(f"{positivos}/{total} positivos -> gini = {gini_binario(p):.3f}")



10/10 positivos -> gini = 0.000
9/10 positivos -> gini = 0.180
8/10 positivos -> gini = 0.320
7/10 positivos -> gini = 0.420
6/10 positivos -> gini = 0.480
5/10 positivos -> gini = 0.500





Observe que a lógica geral é a mesma da entropia: o valor cresce conforme o nó se aproxima de uma divisão equilibrada entre classes.



3.13 Exemplo detalhado de Gini

Considere 10 amostras: 6 da classe A e 4 da classe B.

Gini=1−(0,62+0,42)=1−(0,36+0,16)=0,48
Gini = 1 - (0{,}6^2 + 0{,}4^2) = 1 - (0{,}36 + 0{,}16) = 0{,}48


Agora compare com um nó mais puro: 9 da classe A e 1 da classe B.

Gini=1−(0,92+0,12)=1−(0,81+0,01)=0,18
Gini = 1 - (0{,}9^2 + 0{,}1^2) = 1 - (0{,}81 + 0{,}01) = 0{,}18



p_a = 6 / 10
p_b = 4 / 10
gini = 1 - (p_a**2 + p_b**2)
print(round(gini, 3))

p_a = 9 / 10
p_b = 1 / 10
gini = 1 - (p_a**2 + p_b**2)
print(round(gini, 3))



0.48
0.18





No segundo caso, o valor cai porque o nó está mais puro.



3.14 Entropia ou Gini?

Na prática, as duas medidas costumam produzir resultados parecidos. As diferenças principais são:


	entropia tem interpretação mais ligada à informação;

	Gini costuma ser computacionalmente simples e muito usado por padrão;

	pequenas mudanças na árvore podem ocorrer dependendo do critério escolhido.



No scikit-learn, classificação aceita critérios como gini, entropy e log_loss.



3.15 Atributos categóricos e numéricos

Em problemas reais, nem sempre o atributo é categórico simples. Variáveis numéricas exigem encontrar um ponto de corte.

Exemplo:


	idade <= 35.5

	renda <= 4200

	tempo_cliente <= 18.5



O algoritmo testa candidatos a corte e escolhe o que produz a melhor redução de impureza.



3.16 Por que a escolha é gulosa

Algoritmos clássicos de árvore, como ID3 e CART, fazem escolhas locais. Em cada nó, escolhem o melhor atributo naquele momento. Eles não exploram exaustivamente todas as árvores possíveis, porque isso seria computacionalmente inviável.

Essa estratégia gulosa funciona muito bem na prática, mas também explica por que uma pequena alteração nos dados pode mudar a estrutura da árvore.



3.17 Quando um atributo aparentemente bom engana

Um ponto importante da teoria clássica é que alguns atributos podem parecer bons por criarem muitas partições pequenas. Isso pode gerar ganho elevado no treino, mas baixa generalização. Por isso, a escolha do critério deve ser acompanhada por mecanismos de controle de complexidade, como profundidade máxima e poda.



3.18 Critérios em regressão

Quando a saída é numérica, o problema muda. Em vez de reduzir mistura de classes, queremos reduzir dispersão dos valores do alvo.

Critérios comuns incluem:


	redução da variância;

	erro quadrático médio;

	erro absoluto em algumas variantes.



A ideia continua a mesma: separar os dados em grupos mais coerentes internamente.



3.19 Hiperparâmetros ligados a divisão

Os principais controles no scikit-learn são:


	criterion: define a medida usada no nó;

	splitter: geralmente best ou random;

	max_depth: limita profundidade;

	min_samples_split: mínimo de exemplos para tentar dividir;

	min_samples_leaf: mínimo de exemplos por folha;

	max_leaf_nodes: limita número total de folhas;

	min_impurity_decrease: exige ganho mínimo para aceitar divisão.











Erros comuns





	calcular entropia sem ponderar corretamente o tamanho dos filhos;

	comparar divisões olhando apenas um subconjunto e não o ganho total;

	esquecer que atributos com muitos valores podem parecer bons no treino;

	tratar Gini e entropia como se um sempre fosse superior ao outro.



















Resumo




Toda divisão em uma árvore de decisão tenta responder à mesma pergunta: “qual teste organiza melhor os dados neste ponto?”. Entropia, ganho de informação e Gini são formas matemáticas de transformar essa intuição em algoritmo.

















Perguntas de revisão





	O que significa um nó puro?

	Como a entropia varia entre um nó puro e um nó equilibrado?

	O que o ganho de informação mede exatamente?

	Qual a intuição por trás da impureza Gini?

	Por que a escolha local do melhor atributo é chamada de gulosa?
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4 Primeiro Modelo em Python

Neste capítulo, vamos sair da teoria e construir nossa primeira árvore de decisão com scikit-learn. O objetivo não é apenas treinar o modelo, mas observar como os conceitos de raiz, nós internos, folhas, impureza e profundidade aparecem concretamente.


4.1 Escolha do dataset

Vamos usar o conjunto Iris, um clássico da literatura de machine learning. Ele contém medidas de flores de três espécies diferentes e é excelente para demonstrar classificação supervisionada.

As variáveis de entrada são:


	comprimento da sépala;

	largura da sépala;

	comprimento da pétala;

	largura da pétala.



A variável alvo é a espécie da flor.



4.2 Preparando os dados


from sklearn.datasets import load_iris
from sklearn.model_selection import train_test_split
from sklearn.tree import DecisionTreeClassifier
from sklearn.metrics import accuracy_score, classification_report

iris = load_iris()
X, y = iris.data, iris.target

X_train, X_test, y_train, y_test = train_test_split(
    X,
    y,
    test_size=0.3,
    random_state=42,
    stratify=y
)

print("Formato de X:", X.shape)
print("Classes:", iris.target_names)



Formato de X: (150, 4)
Classes: ['setosa' 'versicolor' 'virginica']







4.3 Treinando uma árvore inicial


model = DecisionTreeClassifier(random_state=42)
model.fit(X_train, y_train)

pred = model.predict(X_test)
print("Acurácia:", accuracy_score(y_test, pred))
print(classification_report(y_test, pred, target_names=iris.target_names))



Acurácia: 0.9333333333333333
              precision    recall  f1-score   support

      setosa       1.00      1.00      1.00        15
  versicolor       1.00      0.80      0.89        15
   virginica       0.83      1.00      0.91        15

    accuracy                           0.93        45
   macro avg       0.94      0.93      0.93        45
weighted avg       0.94      0.93      0.93        45






Esse primeiro modelo já nos permite observar um ponto importante: árvores costumam se ajustar muito bem a datasets pequenos e estruturados, mas isso não significa automaticamente que vão generalizar bem em qualquer contexto.



4.4 O que a árvore aprendeu

Depois do treino, a árvore passa a ter uma estrutura interna com informações como:


	qual atributo foi usado na raiz;

	quais pontos de corte foram escolhidos;

	quantas amostras chegaram a cada nó;

	qual foi a impureza observada em cada etapa.





4.5 Visualizando a árvore


import matplotlib.pyplot as plt
from sklearn.tree import plot_tree

plt.figure(figsize=(16, 9))
plot_tree(
    model,
    feature_names=iris.feature_names,
    class_names=iris.target_names,
    filled=True,
    rounded=True,
    fontsize=9
)
plt.show()
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4.5.1 Como ler o gráfico

Em cada nó, você costuma encontrar:


	a regra de divisão, como petal length (cm) <= 2.45;

	a impureza do nó;

	o número de amostras naquele ponto;

	a distribuição das classes;

	a classe majoritária prevista.






4.6 Interpretando a raiz

A raiz normalmente concentra a pergunta mais informativa de todo o problema. No Iris, é comum que medidas da pétala apareçam cedo na árvore, porque elas separam muito bem certas espécies.

Quando um atributo aparece perto da raiz, isso sugere que ele tem grande utilidade discriminativa para aquele conjunto de dados.



4.7 Medindo complexidade da árvore

Podemos inspecionar algumas propriedades do modelo.


print("Profundidade da árvore:", model.get_depth())
print("Número de folhas:", model.get_n_leaves())



Profundidade da árvore: 5
Número de folhas: 8





Esses dois números ajudam a entender se a árvore está simples ou excessivamente detalhada.



4.8 Comparando uma árvore mais controlada

Uma boa prática é comparar o modelo livre com uma versão limitada.


shallow_model = DecisionTreeClassifier(max_depth=3, random_state=42)
shallow_model.fit(X_train, y_train)

shallow_pred = shallow_model.predict(X_test)
print("Acurácia árvore rasa:", accuracy_score(y_test, shallow_pred))
print("Profundidade:", shallow_model.get_depth())
print("Folhas:", shallow_model.get_n_leaves())



Acurácia árvore rasa: 0.9777777777777777
Profundidade: 3
Folhas: 5





Esse tipo de comparação mostra algo essencial: aumentar complexidade não garante melhora em dados novos.



4.9 Importância das variáveis

Outra análise útil é observar a importância dos atributos.


import pandas as pd

importance = pd.Series(model.feature_importances_, index=iris.feature_names)
print(importance.sort_values(ascending=False))



petal length (cm)    0.541176
petal width (cm)     0.430252
sepal width (cm)     0.028571
sepal length (cm)    0.000000
dtype: float64






4.9.1 Cuidado com a interpretação

Importância de atributo é útil, mas não deve ser lida como verdade absoluta. Ela depende da estrutura aprendida pela árvore e da forma como as variáveis competem entre si para entrar nas divisões.




4.10 Fazendo previsões em novos exemplos


novo_exemplo = [[5.1, 3.5, 1.4, 0.2]]
classe_prevista = model.predict(novo_exemplo)[0]
probabilidades = model.predict_proba(novo_exemplo)[0]

print("Classe prevista:", iris.target_names[classe_prevista])
print("Probabilidades:", probabilidades)



Classe prevista: setosa
Probabilidades: [1. 0. 0.]





Isso reforça a diferença entre:


	predict: devolve a classe final;

	predict_proba: devolve a distribuição estimada entre classes na folha.





4.11 Exportando regras textuais

Quando quisermos uma representação mais textual da árvore, podemos usar export_text.


from sklearn.tree import export_text

rules = export_text(model, feature_names=list(iris.feature_names))
print(rules)



|--- petal length (cm) <= 2.45
|   |--- class: 0
|--- petal length (cm) >  2.45
|   |--- petal width (cm) <= 1.55
|   |   |--- petal length (cm) <= 4.95
|   |   |   |--- class: 1
|   |   |--- petal length (cm) >  4.95
|   |   |   |--- class: 2
|   |--- petal width (cm) >  1.55
|   |   |--- petal width (cm) <= 1.70
|   |   |   |--- sepal width (cm) <= 2.85
|   |   |   |   |--- class: 1
|   |   |   |--- sepal width (cm) >  2.85
|   |   |   |   |--- class: 2
|   |   |--- petal width (cm) >  1.70
|   |   |   |--- petal length (cm) <= 4.85
|   |   |   |   |--- sepal width (cm) <= 3.00
|   |   |   |   |   |--- class: 2
|   |   |   |   |--- sepal width (cm) >  3.00
|   |   |   |   |   |--- class: 1
|   |   |   |--- petal length (cm) >  4.85
|   |   |   |   |--- class: 2






Esse formato é excelente para documentação, ensino e discussão com pessoas que preferem texto a gráfico.



4.12 Boas práticas desde o primeiro modelo

Mesmo em exemplos simples, vale manter algumas disciplinas:


	separar treino e teste;

	fixar random_state para reprodutibilidade;

	comparar versões mais simples e mais complexas;

	olhar além da acurácia;

	interpretar a árvore aprendida.











Erros comuns





	olhar apenas a acurácia e ignorar estrutura da árvore;

	treinar sem separar treino e teste;

	interpretar importância de atributos como causalidade;

	assumir que a primeira árvore treinada já está pronta para uso final.



















Resumo





	O treino em Python materializa conceitos como raiz, profundidade e folhas.

	A visualização da árvore ajuda a interpretar regras e cortes aprendidos.

	Comparar uma árvore livre com uma árvore rasa é um bom hábito didático.

	Importância de atributos e exportação textual ampliam a interpretabilidade.



Nosso primeiro modelo mostrou que árvores de decisão podem ser treinadas rapidamente e lidas com relativa facilidade. No entanto, ainda falta responder a perguntas importantes: como avaliar melhor a qualidade do modelo, como ajustar hiperparâmetros e como evitar que a árvore fique mais complexa do que o necessário. Esse será o foco do próximo capítulo.

















Perguntas de revisão





	O que você observa em cada nó quando usa plot_tree?

	Por que vale a pena comparar árvores com profundidades diferentes?

	O que predict_proba adiciona a interpretação?

	Em que situações export_text pode ser mais útil do que o gráfico?
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5 Avaliação e Ajuste

Treinar um modelo é apenas parte do trabalho. Um modelo aparentemente bom pode estar apenas decorando o conjunto de treino. Avaliação adequada significa medir desempenho em dados não vistos e interpretar os resultados com critério.


5.1 Separação entre treino e teste

A primeira barreira contra o autoengano em machine learning é separar os dados em conjuntos distintos.


	treino: usado para ajustar o modelo;

	validação: usado para comparar configurações;

	teste: usado para medir desempenho final de forma mais honesta.



No capítulo anterior usamos apenas treino e teste. Agora vamos ampliar essa avaliação.



5.2 Métricas para classificação

Em classificação, a acurácia é útil, mas não basta em todos os contextos.

Para entender essas métricas, usamos quatro quantidades da matriz de confusão:


	TP (true positive): positivo previsto como positivo;

	TN (true negative): negativo previsto como negativo;

	FP (false positive): negativo previsto como positivo;

	FN (false negative): positivo previsto como negativo.




5.2.1 Accuracy

Indica a proporção total de previsões corretas:

Accuracy=TP+TNTP+TN+FP+FN
Accuracy = \frac{TP + TN}{TP + TN + FP + FN}


É uma métrica geral e simples de comunicar, mas pode enganar em bases desbalanceadas. Se 95% dos exemplos forem da classe negativa, um modelo que quase sempre prevê “negativo” pode ter alta acurácia e ainda assim ser pouco útil.



5.2.2 Precision

Entre os exemplos previstos como positivos, quantos eram de fato positivos:

Precision=TPTP+FP
Precision = \frac{TP}{TP + FP}


Precision alta significa poucos falsos positivos. Ela é importante quando o custo de um alarme falso é alto, como em bloqueio indevido de transações legítimas.



5.2.3 Recall

Entre os exemplos realmente positivos, quantos foram encontrados:

Recall=TPTP+FN
Recall = \frac{TP}{TP + FN}


Recall alta significa poucos falsos negativos. Ela é essencial quando “deixar passar” um caso positivo é crítico, como triagem médica ou detecção de fraude.



5.2.4 F1-score

É a média harmônica entre precision e recall:

F1=2⋅Precision⋅RecallPrecision+Recall
F1 = 2 \cdot \frac{\text{Precision} \cdot \text{Recall}}{\text{Precision} + \text{Recall}}


O F1-score cresce quando há equilíbrio entre precision e recall e cai quando uma das duas é baixa. Por isso, é útil quando queremos uma visão única de desempenho em cenários com classes desbalanceadas ou com trade-off entre falsos positivos e falsos negativos.



5.2.5 Matriz de confusão

Mostra com mais detalhe onde o modelo está acertando e errando.


from sklearn.datasets import load_iris
from sklearn.model_selection import train_test_split
from sklearn.tree import DecisionTreeClassifier
from sklearn.metrics import accuracy_score, classification_report

iris = load_iris()
X, y = iris.data, iris.target

X_train, X_test, y_train, y_test = train_test_split(
    X,
    y,
    test_size=0.3,
    random_state=42,
    stratify=y
)

print("Formato de X:", X.shape)
print("Classes:", iris.target_names)
model = DecisionTreeClassifier(random_state=42)
model.fit(X_train, y_train)

pred = model.predict(X_test)


from sklearn.metrics import confusion_matrix, ConfusionMatrixDisplay

cm = confusion_matrix(y_test, pred)
print(cm)

disp = ConfusionMatrixDisplay(confusion_matrix=cm, display_labels=iris.target_names)
disp.plot()



Formato de X: (150, 4)
Classes: ['setosa' 'versicolor' 'virginica']
[[15  0  0]
 [ 0 12  3]
 [ 0  0 15]]
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5.3 Relatório de classificação


from sklearn.datasets import load_iris
from sklearn.model_selection import train_test_split
from sklearn.tree import DecisionTreeClassifier
from sklearn.metrics import accuracy_score, classification_report

iris = load_iris()
X, y = iris.data, iris.target

X_train, X_test, y_train, y_test = train_test_split(
    X,
    y,
    test_size=0.3,
    random_state=42,
    stratify=y
)

print("Formato de X:", X.shape)
print("Classes:", iris.target_names)

from sklearn.metrics import classification_report

print(classification_report(y_test, pred, target_names=iris.target_names))



Formato de X: (150, 4)
Classes: ['setosa' 'versicolor' 'virginica']
              precision    recall  f1-score   support

      setosa       1.00      1.00      1.00        15
  versicolor       1.00      0.80      0.89        15
   virginica       0.83      1.00      0.91        15

    accuracy                           0.93        45
   macro avg       0.94      0.93      0.93        45
weighted avg       0.94      0.93      0.93        45






Esse relatório é útil porque resume várias métricas por classe.



5.4 Por que validação cruzada importa

Uma única divisão treino-teste pode ser injusta com o modelo ou benevolente demais. A validação cruzada reduz essa dependência de uma partição específica.

Na validação cruzada k-fold, dividimos os dados em k partes. O modelo treina em k-1 partes e valida na parte restante. Repetimos isso k vezes, mudando o bloco de validação.


from sklearn.model_selection import cross_val_score

scores = cross_val_score(
    DecisionTreeClassifier(random_state=42),
    X,
    y,
    cv=5,
    scoring="accuracy"
)

print("Scores:", scores)
print("Média:", scores.mean())
print("Desvio padrão:", scores.std())



Scores: [0.96666667 0.96666667 0.9        0.93333333 1.        ]
Média: 0.9533333333333334
Desvio padrão: 0.03399346342395189






5.4.1 Como interpretar


	média alta sugere bom desempenho médio;

	desvio padrão alto sugere instabilidade;

	média baixa pode indicar que o modelo não está adequado ou que faltam ajustes.






5.5 Ajustando hiperparâmetros

Uma árvore possui vários controles de complexidade. O papel do ajuste é encontrar configurações que generalizem melhor.


5.5.1 Parâmetros mais importantes


	max_depth: limita profundidade total;

	min_samples_split: exige número mínimo para dividir um nó;

	min_samples_leaf: evita folhas pequenas demais;

	criterion: muda a função de qualidade da divisão;

	ccp_alpha: controla poda por custo-complexidade.






5.6 Grid Search


from sklearn.model_selection import GridSearchCV

param_grid = {
    "max_depth": [2, 3, 4, 5, None],
    "min_samples_split": [2, 5, 10],
    "min_samples_leaf": [1, 2, 4],
    "criterion": ["gini", "entropy"]
}

grid = GridSearchCV(
    DecisionTreeClassifier(random_state=42),
    param_grid=param_grid,
    cv=5,
    scoring="accuracy",
    n_jobs=-1
)

grid.fit(X_train, y_train)
print("Melhores parâmetros:", grid.best_params_)
print("Melhor score CV:", grid.best_score_)



Melhores parâmetros: {'criterion': 'gini', 'max_depth': 3, 'min_samples_leaf': 1, 'min_samples_split': 2}
Melhor score CV: 0.9523809523809523







5.7 Avaliando o melhor modelo no teste


best_model = grid.best_estimator_
best_pred = best_model.predict(X_test)

print("Accuracy no teste:", accuracy_score(y_test, best_pred))
print(classification_report(y_test, best_pred, target_names=iris.target_names))



Accuracy no teste: 0.9777777777777777
              precision    recall  f1-score   support

      setosa       1.00      1.00      1.00        15
  versicolor       1.00      0.93      0.97        15
   virginica       0.94      1.00      0.97        15

    accuracy                           0.98        45
   macro avg       0.98      0.98      0.98        45
weighted avg       0.98      0.98      0.98        45






Esse passo é importante porque a escolha do melhor conjunto de hiperparâmetros foi feita olhando para validação, não para o teste final.



5.8 Vieses de avaliação comuns


5.8.1 Avaliar no treino

Se medirmos o modelo no mesmo conjunto que o treinou, o resultado tende a ser otimista demais.



5.8.2 Ajustar repetidamente olhando o teste

O conjunto de teste deve ser preservado como referência final. Usar o teste para tomar decisões sucessivas vaza informação.



5.8.3 Escolher só pela acurácia

Em dados desbalanceados, acurácia pode esconder um modelo ruim para a classe de maior interesse.




5.9 Diagnóstico prático de uma árvore

Ao avaliar uma árvore, pergunte:


	ela está muito profunda?

	o desempenho no treino está muito acima do teste?

	existem folhas com poucas amostras?

	a estrutura aprendida faz sentido para o domínio?

	a variação entre folds está alta?





5.10 Curva de complexidade

Uma estratégia didática interessante é testar profundidades crescentes e observar o desempenho.


from sklearn.metrics import f1_score

for depth in [1, 2, 3, 4, 5, None]:
    clf = DecisionTreeClassifier(max_depth=depth, random_state=42)
    clf.fit(X_train, y_train)
    pred_depth = clf.predict(X_test)
    print(
        f"depth={depth} | acc={accuracy_score(y_test, pred_depth):.3f} | "
        f"f1_macro={f1_score(y_test, pred_depth, average='macro'):.3f}"
    )



depth=1 | acc=0.667 | f1_macro=0.556
depth=2 | acc=0.889 | f1_macro=0.889
depth=3 | acc=0.978 | f1_macro=0.978
depth=4 | acc=0.889 | f1_macro=0.889
depth=5 | acc=0.933 | f1_macro=0.933
depth=None | acc=0.933 | f1_macro=0.933





Esse experimento ajuda a visualizar a relação entre simplicidade e desempenho.









Resumo





	Avaliar bem é tão importante quanto treinar bem.

	Validação cruzada reduz a dependência de uma única divisão treino-teste.

	Grid search ajuda a explorar hiperparâmetros de forma sistemática.

	O teste final deve ser preservado para avaliação honesta.



Avaliar bem uma árvore significa medir desempenho com honestidade, comparar configurações de maneira sistemática e interpretar os erros com atenção. No próximo capítulo, vamos aprofundar um dos riscos mais importantes desse modelo: o overfitting, e veremos como a poda ajuda a manter a árvore útil e interpretável.

















Erros comuns





	usar o conjunto de teste para ajustar decisões repetidas vezes;

	escolher modelo só pela acurácia;

	ignorar variação entre folds;

	confundir score alto no treino com capacidade de generalização.



















Perguntas de revisão





	Qual é a diferença entre treino, validação e teste?

	Quando a acurácia pode ser enganosa?

	O que a validação cruzada ajuda a reduzir?

	Por que o melhor modelo do grid deve ser avaliado depois no teste?
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6 Poda e Overfitting

Árvores de decisão aprendem rápido, mas justamente por isso podem crescer demais. Quando a árvore continua criando divisões para capturar detalhes muito específicos do treino, ela deixa de representar padrões gerais e passa a memorizar ruído. Esse fenômeno é o overfitting.


6.1 O que é overfitting

Overfitting acontece quando o modelo se ajusta excessivamente aos dados de treinamento e perde capacidade de generalização. Em uma árvore, isso aparece de maneira muito visível: a estrutura fica profunda, ramificada e cheia de folhas com poucas amostras.



6.2 Sinais típicos


	desempenho excelente no treino;

	desempenho bem pior no teste;

	árvore muito alta ou com muitas folhas;

	regras muito específicas e pouco intuitivas;

	alta sensibilidade a pequenas mudanças nos dados.





6.3 Por que árvores sofrem com isso

Como a construção é gulosa e local, a árvore aceita novas divisões sempre que elas parecem melhorar a pureza dos nós. Sem restrições, esse processo continua até restarem grupos muito pequenos ou totalmente puros no treino.

Em muitos casos, pureza extrema no treino significa apenas memorização.



6.4 Pré-poda

Pré-poda signifi